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3. VJE�BE



Kada je opravdano koristiti linearni regresijski

model?

Promatramo linearni regresijski model u p varijabli

Yn = β0 + β1x
(n)
1

+ ...+ βpx
(n)
p + εn.

�etiri glavne pretpostavke koje opravdavaju kori²tenje LRM-a u
svrhu analize podataka i predvi�anja su:

(i) linearni odnos izme�u varijabli poticaja i odaziva

(ii) nezavisnost gre²aka

(iii) homogenost gre²aka

(iv) normalna distribuiranost gre²aka

Ukoliko neka od pretpostavki nije opravdana, na²a previ�anja mogu
biti nevaljana.



(i) Linearnost podataka

Ukoliko postoji nelinearan odnos jedne ili vi²e varijabli, na²a
predvi�anja (posebno izvan raspona uzorka) mogu biti potpuno
neto£na.
Detekcija odnosa varijabli i dobar izbor po£etnog modela klju£an je
za ispravnu analizu podataka.



Kako prepoznati nelinearnost?

Nelinearnost je najlak²e uo£iti iz gra�£ke usporedbe
▶ stvarnih i predvi�enih vrijednosti varijable odaziva

(Y − Ŷ graf)
▶ reziduala i predvi�enih vrijednosti - residual-�t plot

(Ŷ − e graf)

U prvom grafu o£ekujemo simetri£no raspr²enje podataka oko
dijagonale, a u drugom oko apscise.



Kako ukloniti nelinearnost?

Potrebno je transformirati jednu ili vi²e varijabli poticaja i/ili
varijablu odaziva nekom nelinearnom funkcijom. Odabir funkcije
ovisi o tipu podataka.



(ii) Nezavisnost gre²aka

Problem zavisnosti gre²aka javlja se kao mogu¢a posljedica
▶ �cluster� podataka (uzorkovanje iz odre�ene grupe umjesto

cijele populacije)
▶ longitudinalnih podataka (uzorkovanje populacije kroz vrijeme)
▶ £iste koreliranosti (lo² odabir modela)

Napomena: Nekoreliranost dviju normalnih slu£ajnih varijabli
povla£i njihovu nezavisnost.



Serijsku korelaciju me�u gre²kama ε moºemo procijeniti koriste¢i
reziduale e. U R-u to £ini funkcija acf

> model=lm(y~x)

> corr=acf(model$res)

> corr$acf

---

> acf(model$res)

Output je gra�£ki prikaz vrijednosti autokorelacijske funkcije,
zajedno s pripadnom 95%-pouzdanom prugom (pribliºne ²irine
4/
√
n).



Problemi uzorkovani �cluster� i longitudinalnim podacima mogu se
ukloniti statisti£ki opravdanim skupljanjem podataka. Op¢enito u
slu£aju pojave koreliranosti moºemo koristiti modele koji uklju£uju
koreliranost podataka (npr. odabirom pravilnog ARIMA modela)



(iii) Homogenost gre²aka

Nejednakost varijance gre²aka moºe rezultirati
▶ pre²irokim/preuskim intervalima pouzdanosti za procjene
▶ preferiranjem odre�enog podskupa podataka pri procjeni

Naj£e²¢e se pojavljuje kod vremenskih podataka (varijanca raste s
vremenom).



Homogenost se moºe uo£iti iz gra�£kog prikaza
▶ reziduala obzirom na vrijeme (t − e graf)
▶ residual-�t plot-a (Ŷ − e graf).

Kod oba grafa pozornost treba obratiti na rast reziduala.



Mogu¢a rje²enja su:

▶ analiza podataka po dijelovima s jednakom varijancom
▶ ispitivanje pravilnog odabira modela
▶ kori²tenje alternativnih modela (ARCH)



(iv) Normalnost gre²aka

Velika odstupanja od normalnosti mogu prouzro£iti brojne probleme
pri procjeni vrijednosti i pouzdanih intervala. Jedan od uzroka moºe
biti i prisutnost outliera, koji mogu stvoriti probleme pri procjeni
parametara modela (pove¢anje kvadratne gre²ke).



Normalnost gre²aka moºemo provjeriti preko reziduala, kori²tenjem

▶ normalnog vjerojatnosnog grafa
▶ Lillieforsovog testa
▶ Shapiro-Wilkovog testa

> shapiro.test(model$res)

▶ Jarque-Bera testa



Veliki uzorci iz distribucija lakog repa ne¢e prouzro£iti probleme u
procjeni. Ako su gre²ke kontrolirane i pripadaju distribuciji lakog
repa svi rezultati ¢e zbog snage CGT vrijediti asimptotski. Problemi
su i dalje mogu¢i kada gre²ke imaju distribuciju te²kog repa:
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Analiza gre²ke ε preko analize ostataka e
Ako su gre²ke εi nezavisne i (normalno) jednako distribuirane,
ostaci e ne moraju biti. Naime

e = (I− H)ε,

pa je Var e = (I− H)σ2.
Specijalno, uz oznaku hi = hii (leverage), vrijedi

Var ei = σ2(1− hi ).

Problem se rje²ava uvo�enjem studentiziranih ostataka

ri =
ei

σ̂
√
1− hi

.

Ako su pretpostavke na gre²ku modela to£ne, tada je Var ri = 1, a
korelacija Cor(ri , rj) je mala.
U R-u ih dobivamo pomo¢u naredbe

> rstudent(model).



Poluga

Poluge hi
▶ mjere osjetljivost procijenjenog ŷi s obzirom na promjenu

opaºene vrijednosti yi
▶ iz intervala [0, 1] (²to je poluga ve¢a, utjecaj pojedine opaºene

vrijednosti na predvi�enu je ve¢i)
▶

∑
hi = p + 1

To£ke visoke poluge - neobi£no velike ili male vrijednosti
prediktora ili neobi£ne vrijednosti s obzirom na vrijednosti ostalih
prediktora
Outlieri - to£ka £ija opaºena vrijednost ne prati trend ostalih
to£aka (opaºena vrijednost zna£ajno odstupa od ostalih opaºenih
vrijednosti to£aka sli£nih vrijednosti varijabli prediktora)



Utjecajne to£ke

Utjecajne to£ke u modelu - to£ke koji imaju zna£ajan utjecaj na
neki dio procijenjenog modela (npr. predvi�ene vrijednosti,
procijenjene koe�cijente ili p-vrijednosti testova). Njihovim
uklanjanjem zna£ajno mijenjamo dobivene procjene. Vaºno ih je
uo£iti i analizirati da bismo znali trebamo li ih ukloniti. To£ke
visoke poluge i outlieri su potencijalne utjecajne to£ke. Ako nismo
sigurni trebamo li to£ku izbaciti iz modela ili ne, napravit ¢emo
procjenu u oba slu£aja i na taj na£in analizirati model. Jedan na£in
da ih otkrijemo je ra£unaju¢i Cookovu mjeru udaljenosti.

Cookova udaljenost Di :
▶ > 0.5 - mogu¢e je da je to£ka utjecajna
▶ > 1 - to£ka je vrlo vjerojatno utjecajna
▶ Di poput palca (poput slova T) odska£e od ostalih Cookovih

udaljenosti Dj - to£ka je gotovo sigurno utjecajna



Zadatak

Promotrimo model s nenormalno distribuiranim gre²kama.
Simulirajmo podatke za model

Yi = 1+ xi + 2 sin(xi ) + εi ,

gdje je xi = i/10, za i = 0, 1, . . . , 100 i εi ∼ U(−1, 1) nezavisne.

(a) Nacrtajmo stvarni model, procjenu modela i pouzdanu prugu
za opaºanja.

(b) Nacrtajte residual-�t plot i analizirajte ga.

(c) Prou£ite raspon ostataka i nacrtajte pripadni graf
autokorelacijske funkcije.

(d) Nacrtajte normalni vjerojatnosni graf ostataka i studentiziranih
ostataka i usporedite ga s pravcem y = x .



Izbor modela

Testiranje (linearnih) hipoteza o parametrima

Ukoliko smo opravdali pretpostavke modela, moºemo prije¢i na
testiranje pouzdanosti modela.
Neka je C ∈ Mm×(p+1)(R) i g ∈ Mm×1, t.d. r(C ) = m < p + 1.
Hipotezu

H0 : Cb = g

testiramo statistikom

F =
(Cb̂− g)τ [C(XτX)−1Cτ ]−1(Cb̂− g)

σ̂2
H0∼ F (m, p + 1)

Parametar m predstavlja broj jednadºbi uz koje je vezana nulta
hipoteza (nuºno manji od broja parametara modela).



Primjer testiranja linearnih hipoteza
Metodom najmanjih kvadrata podatke iz yy modelirajmo kao

Y = β0 + β1x + β2x
2 + β3 sin x .

> pl=lm(yy~x+I(x^2)+sin(x))

Testirajmo hipotezu

H0 : β2 = 0, β1 = 1.

> pl2=lm(yy~offset(1*x)+sin(x))

> anova(pl2,pl)

Analysis of Variance Table

Model 1: yy ~ offset(x) + sin(x)

Model 2: yy ~ x + sin(x) + I(x^2)

Res.Df RSS Df Sum of Sq F Pr(>F)

1 99 32.044

2 97 31.403 2 0.641 0.9896 0.3755



Izbor varijabli

Procedure za izbor varijabli ºele izabrati najbolji podskup varijabli
poticaja. Za²to?

1. �elimo objasniti podatke na najjednostavniji mogu¢i na£in.
Vi²ak varijabli poticaja treba ukloniti.

2. Vi²ak varijabli poticaja poja£at ¢e ²umove kod izra£unavanja
procjena.

3. Moºe do¢i do kolinearnosti. Previ²e varijabli poku²ava
procijeniti istu stvar. Te²ko se procjenjuje utjecaj pojedine
varijable.

4. Tro²kovi ra£unanja vrijednosti varijabli poticaja mogu se
smanjiti.

5. Vi²ak varijabli ne¢e znatno pobolj²ati model.



Procedure za izbor varijabli

Neke od £esto kori²tenih procedura su:

1. hijerarhijski izbor modela;

2. procedure korak po korak;

3. procedure bazirane na kriterijima.



AIC i BIC kriterij

−2log-likelihood+ k(p + 1)

Ako imamo p mogu¢ih varijabli poticaja, imamo 2p+1 mogu¢ih
modela. �elimo odabrati najbolji model prema nekom kriteriju. Dva
korisna kriterija su Akaike Information Criterion (AIC) i Bayes
Information Criterion (BIC).

AIC = −2log-likelihood+ 2(p + 1)

BIC = −2log-likelihood+ p log n

Za linearne modele -2log-likelihood je n log(SSE/n).
(SSE =

∑n
k=1

(ŷi − yi )
2). Ve¢i modeli imat ¢e manji SSE , no

koristit ¢e vi²e parametara. Najbolji model ¢e biti ravnoteºa izme�u
veli£ine i pristajanja podacima. BIC stroºe kaºnjava ve¢e modele.



Za odre�ivanje AIC i BIC koristimo naredbu

> AIC(ul)

> AIC(ul, k=log(101)).

Ukoliko ºelimo provesti hijerarhijsku analizu optimalnog modela,
po£ev²i od najop¢enitijeg modela model, koristimo funkciju

> step(model, k=...)



Zadatak

Modelirajmo podatke iz primjera s uniformno distribuiranim
gre²kama i to modelom s funkcijom sinus i polinomom 3. stupnja.
Na�imo najpogodniji pod-model za ove podatke

(1) po AIC i BIC kriteriju,
(2) testiraju¢i razliku izme�u modela prigodnim statisti£kim

testom, i to kre£u¢i od
(a) punog modela izbacuju¢i jednu po jednu varijablu
(b) nul-modela dodaju¢i jednu po jednu varijablu.



Under�tting vs. over�tting

▶ under�tting - prilagodba modela podacima dobra, ali
nedovoljno precizna (predvi�ene vrijednosti daleko od stvarnih)

▶ over�tting - model predobro odgovara podacima (gotovo
savr²eno) pa gre²ka modela nije mogla biti dobro modelirana.
Model ¢e lo²e predvi�ati na novom skupu podataka. Mogu¢a
rje²enja:

- cross-validation (uzimanje slu£ajnih poduzoraka od po£etnog
uzorka, na njima se provodi prilagodba te potom uzima neki
prosjek rje²enja)

- vi²e podataka
- jednostavniji podaci
- dodavanje ²uma po£etnim podacima



Ometaju¢e varijable

Ometaju¢e varijable (confounding variables) - varijable koje
ometaju vezu izme�u zavisne i vaºne nezavisne varijable. Posljedica
je da su dobivene procjene pristrane i krivo protuma£ene. Njihova
vrijednost nije balansirana s obzirom na vrijednosti nezavisne
varijable.

Kolinearnost - statisti£ka povezanost izme�u nezavisnih varijabli.
Mjere:
▶ tolerancija T = 1− R2 = 1/VIF (zna£ajno kada je manji od

0.1)
▶ VIF (Variance in�ation factor) - zna£ajno kada je ve¢i od 10

(promatraju se ve¢ vrijednosti ve¢e od 5)


